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Work

• Write a report about several machine learning algorithm including curve ﾞtting,
PCA, E-M algorithm, Levenberg-Marquardt method and SVM with quadratic pro-
gramming.

Plan for next week

• Report a paper on group meeting.

• Prepare to write a review.

1 ⽅法概述

1.1 Curve ﾞtting

给定从曲线上采样得到的点(xi, yi), i = 1, 2, ..., N，⽤多项式

y(x,w) = w0 + w1x+ w2x
2 + ...+ wMxM =

M
ÿ

j=0

wjx
j

来逼近原始曲线。我们通过降低误差平⽅和来求得多项式曲线的系数：

E(w) =
1

2

N
ÿ

n=1

(y(xn,w) ´ yn)
2
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对参数求偏导，找到⽬标函数最低点：

BE

Bwj

=
N
ÿ

n=1

[(w0 + w1xn + w2xn
2 + ...+ wMxn

M) ´ yn]x
j
n = 0, j = 1, 2, ...,M

等价于

w0

N
ÿ

n=1

xj
n + w1

N
ÿ

n=1

xj+1
n + ...+ wM

N
ÿ

n=1

xj+M
n =

N
ÿ

n=1

xj
nyn, j = 1, 2, ...,M

也可以写成矩阵的形式

n
N
ř

n=1

xn ¨ ¨ ¨
N
ř

n=1

xM
n

N
ř

n=1

xn

N
ř

n=1

x2
n ¨ ¨ ¨

N
ř

n=1

xM+1
n

...
...

. . .
...

N
ř

n=1

xM
n

N
ř

n=1

xM+1
n ¨ ¨ ¨

N
ř

n=1

x2M
n




w0

w1

...
wM

 =


y1
y2
...
yN



误差函数加⼊正则项：

Ê(w) =
1

2

N
ÿ

n=1

(y(xn,w) ´ yn)
2 +

λ

2
}w}

2

对参数求偏导:

BE

Bwj

=
N
ÿ

n=1

[(w0 + w1xn + w2xn
2 + ...+ wMxn

M) ´ yn]x
j
n + λwj = 0, j = 1, 2, ...,M

写成矩阵的形式:

λ+ n
N
ř

n=1

xn ¨ ¨ ¨
N
ř

n=1

xM
n

N
ř

n=1

xn λ+
N
ř

n=1

x2
n ¨ ¨ ¨

N
ř

n=1

xM+1
n

...
...

. . .
...

N
ř

n=1

xM
n

N
ř

n=1

xM+1
n ¨ ¨ ¨ λ+

N
ř

n=1

x2M
n




w0

w1

...
wM

 =


y1
y2
...
yN


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即
(ATA+ λE)w = AT y

A =


1 x1 ¨ ¨ ¨ xM

1

1 x2 ¨ ¨ ¨ xM
2

...
...

. . .
...

1 xn ¨ ¨ ¨ xM
n


1.2 PCA

PCA的⽬的是要对原始数据进⾏降维，同时尽可能保留数据的原始⾯貌。如果是降
到⼆维，数据点y可以看做特征空间基的线性组合:

y « rx+ w1x1 + w2x2, y, x1, x2 P Rdˆ1

所以我们要保证对所有数据点的误差和最⼩：

argmin
X,W

}Y ´ XTW},Y P RdˆN ,X P Rpˆd,W P RpˆN

其中d是数据维度，p是特征空间维度,N是样本数。 ⾸先我们把Y中⼼化：pY = Y ´

Y。对pY运⽤SVD：

pY = USVT,U P Rdˆd,V P RNˆN , S P RdˆN

那么argmin
X,W

}Y ´ XTW}的解就是X = UT ,W = SVT

1.3 EM

多元⾼斯模型具有以下形式：

N(x|µ,Σ) =
1

(2π)D/2|Σ|1/2
exp t´

1

2
(x ´ µ)TΣ´1(x ´ µ)u

其中µ是D维均值向量，Σ是D ˆ D协⽅差矩阵，|Σ|表⽰Σ的⾏列式。 ⾼斯混合模
型可以表⽰为：

p(x|θ) =
K
ÿ

i=1

pjN(x|µ,Σ)

我们可以通过EM算法迭代求解系数：
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Step1：根据当前的pk, µk,Σk, k = 1, 2, ¨ ¨ ¨ , K，计算每个数据点属于各个多元⾼
斯分布的概率Znk：

Znk =
pkN(xn|µk,Σk)
K
ř

j=1

pjN(xn|µj,Σj)

Step2：根据Znk我们得到新的系数：

Nk =
N
ÿ

n=1

Znk

µk =
1

N

N
ÿ

n=1

Znkxn

pk =
Nk

N

Σk =
1

N

N
ÿ

n=1

Znk(xn ´ µk)
T (xn ´ µk)

1.4 Levenberg-Marquardt method

求解最优化问题
min f(x), x P Rn

通常使⽤迭代搜索xk+1 = xk + αkdk，αk是步长，dk是搜索⽅向。可以使⽤最速下
降法或者⽜顿法求解。最速下降法是把负梯度⽅向最为搜索⽅向dk = ´gk。⽜顿法
是把当前点所在的局部信息看做是⼆次函数，通过极⼩化⼆次函数达到在原函数
上的下降。

f(xk + s) « qk(s) = f(x) = +▽ f(xk)
T s+

1

2
sT ▽2 f(xk)s

xk+1 = xk ´ [▽2f(xk)]
´1 ▽ f(xk) = xk ´ Gk

´1gk

最速下降法在接近极⼩点时，迭代较慢，⽽⽜顿法在接近极⼩点时，收敛速度较
快，所以我们应当结合使⽤。所以使⽤Levenberg-Marquardt⽅法。

min qk(s) = fk + gTk s+
1

2
sTk s, s.t.}s}2 ď hk

引⼊拉格朗⽇函数L(s, µ) = qk(s)+ 1
2
µ(sT s´hk

2)，要使(▽sL = 0)gk+(Gk+µkI)s =
0, µ ě 0
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1)给定初始点x0, µ0 ą 0, k = 1
2)计算gk, Gk

3)若}gk} ă ϵ，停⽌
4)尝试Cholesky分解Gk + µkI，若不能分解则不正定，令µk = 4µk，重复4直到正定
5)求解(Gk + µkI)s = ´gk
6)rk =

f(xk+sk)´f(xk)
qk(sk)´qk(0)

7)若rk ď 0.25,置µk+1 = 4µk;若rk ě 0.75,置µk+1 = µk/2;
8)若rk ď 0,置xk+1 = xk，否则xk+1 = xk + sk
9)令k = k + 1，转2

1.5 SVM

对于训练样本集D = t(x1, y1), (x2, y2), ..., (xm, ym)u, yi P t´1,+1u，我们希望有⼀个
划分超平⾯wT x + b = 0把两类训练样本分开，即

wT xi + b ě +1, yi = +1

wT xi + b ď ´1, yi = ´1

样本空间中任意点到超平⾯的距离可以写为：

r =
|wT x + b|

}w}

使得等式wT x + b = ˘1成⽴的数据点是⽀持向量，两类⽀持向量到超平⾯的和成为
最⼤间隔：

γ =
2

}w}

我们的⽬标是求解⼀下⽬标函数：

max
w,b

2

}w}

s.t.yi(wT xi + b) ě 1, i = 1, 2, ...,m

上述问题可以使⽤拉格朗⽇乘⼦法得到对偶问题：

min
α

m
ÿ

i=1

m
ÿ

j=1

αiαjyiyjxi
T xj ´

m
ÿ

i=1

αi

s.t.
m
ÿ

i=1

αiyi = 0, αi ě 0, i = 1, 2, ...,m
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这是⼀个有等式约束和不等式约束的⼆次规划问题。对于标准的⼆次规划问题：

min
xPRn

ϕ(x) =
1

2
xTHx+ cTx

subjecttoAx = b,Dx ě f

其中H是对称的，约束矩阵A和D是m ˆ n和mD ˆ n的。
⾸先只考虑等式约束的条件下，利⽤拉格朗⽇乘⼦法，就只需要求解Hx ´

ATλ = ´c和Ax = b，即 (
H AT

A 0

)(
x
λ

)
=

(
´c
b

)

其中K =

(
H AT

A 0

)
是KKT矩阵。

对于不等式约束可以使⽤有效集⽅法。基本思想是，约束条件缩⼩了可⾏解可
以取值的区域，约束条件可以看做是区域的边界，如果最优解处于某个边界上，
那么这个边界可以直接看做等式条件，否则不处于某个边界上的话，说明这个约
束条件不是必须的。基于这样的想法，我们每次在⼀定的有效集下求解等式约束
最优解，当最优解要超过边界时，把这个边界考虑进来进⼀步求解等式约束的最
优解。
1)确定初始点x0，以及对应的约束构成的执⾏集W
2)在执⾏集W的情况下，求解⽬标⽅程：

min
xPRn

ϕ(x) =
1

2
xTHx+ cTx

subjecttoAx = b,Dwx = fw

其中Dw和fw都是执⾏集W中的不等式约束对应的那⼏⾏。这就是⼀个等式约束问
题，只要求解 (

H AT
w

Aw 0

)(
x
λw

)
=

(
´c
bw

)
其中Aw =

(
A
Dw

)
,λw是

(
λ

λDw

)
， bw =

(
bw
fw

)
若x = xk即，以及到达最优解，转3），否则转4)
3)如果λDw的所有值都⼤于等于0，则算法停⽌，否则

ik = argmin
iPWk

(λDw)i, xk+1 = x,Wk+1 = Wkztiku
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4)pk = x ´ xk, αk = mint1, min
iRWk,D

T
i pkă0

fi´DT
i xk

DT
i pk

u。如果αk = 1则表明其他不等式约束

没有对解造成影响，若果αk ă 1说明碰到了不等式约束的边界，这时我们只能要保
证所有约束仍然是成⽴的，即⾛满⾜所有条件下的最⼤步长，这时达到了某些不
等式约束，考虑使得等式成⽴，Wk+1 = Wk

Ť

ik，否则执⾏集不变。转2)。

2 实验结果

2.1 Curve ﾞtting

多项式曲线拟合的结果如下，对sin(x)（图中蓝线）进⾏有⾼斯噪声的采样（圆
点），最后把拟合的结果函数绘制出来绿⾊。S是采样的数量，M的多项式阶数。
（a-d）都是对sin(x)采样了10个点，随着阶数调⾼，曲线越来越接近sin(x)，但
阶数过⾼时会产⽣过拟合现象，如图(d)。消除过拟合现象可以通过增加采样点
（e），或者在求参数时加⼊正则项（f）。

(a)S=10 M=0 (b)S=10 M=1 (c)S=10 M=3

(d)S=10 M=9 (e)S=100 M=9 (f )S=10 M=9

Figure 1: 曲线拟合结果
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2.2 PCA

如图2所⽰，199个32*32的数字为3的图像被PCA降维到⼆维平⾯上。然后在⼆维平
⾯上打⼀个5*5的⽅格，⾥⾯随机采样⼀个点，显⽰在右边。

Figure 2: PCA结果

2.3 E-M method

如图3所⽰，两堆点是两个⼆维⾼斯分布的采样，两个曲线是EM算法求得的原⾼
斯分布的等值曲线。表2.3显⽰的是混合⾼斯分布参数以及EM算法求得的参数。

概率 均值 协⽅差矩阵 求解概率 求解均值 求解协⽅差矩阵

0.7
(

2
3

) (
1 1
1 3

)
0.67007738

(
2.07484958
3.04829278

) (
1.04060236 1.04178103
1.04178103 3.44353391

)
0.3

(
´5
´4

) (
1 1
1 3

)
0.32992262

(
´4.98480768
´3.83038073

) (
1.0807762 0.97190332
0.97190332 2.82805083

)

Table 1: 混合⾼斯分布参数以及EM算法求得的参数
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Figure 3: EM算法结果
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2.4 Levenberg-Marquardt method

以优化⼀下函数为例：

f(x) =
N´1
ÿ

i=1

100(xi ´ x2
i´1)

2 + (1 ´ xi´1)
2

我们求得它的梯度:

Bf

Bxj

= 200(xj ´ x2
j´1) ´ 400xj(xj+1 ´ x2

j) ´ 2(1 ´ xj)

Bf

Bx0

= ´400x0(x1 ´ x2
0) ´ 2(1 ´ x0)

Bf

Bxj

= 200(xN´1 ´ x2
N´2)

Hessian矩阵为：

B2f

Bx2
0

= 1200x2
0 ´ 400x1 + 2

B2f

Bx0Bx1

=
B2f

Bx1Bx0

= ´400x0

B2f

BxN´1BxN´2

=
B2f

BxN´2BxN´1

= ´400xN´2

B2f

Bx2
N´1

=200

Hi,j =
B2f

BxiBxj

=(202 + 1200x2
i ´ 400xi+1)δi,j ´ 400xiδi+1,j ´ 400xi´1δi´1,j

如图4给定初值(´10,´10,´10,´10)最终能收敛到结果(1, 1, 1, 1)。

2.5 SVM

下⾯的例⼦以数据集D = t(2, 6,+1), (2, 4,´1), (4, 2,´1), (4, 4,+1)u为例。
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Figure 4: LM算法收敛过程
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Figure 5: SVM简单例⼦
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